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（二）多智能体 

1.标题：利用多智能体对话式大语言模型增强医疗诊断能力 

来源：NPJ Digital Medicine. 

时间：2025年 2月. 

链接：https://doi.org/10.1038/s41746-025-01550-0. 

概要：大语言模型（LLM）最近在医学领域的应用显著增多，现已可以利用超大

医学数据库和先进的分析算法给简单医疗任务提出建设性解决方案，但是在处理更

实际和复杂的医疗任务时有效性上还有待进一步测试。罕见病的诊断是最复杂和最

具挑战性的诊断任务之一。罕见病的低患病率往往导致专业知识的匮乏，使准确诊

断变得困难，从而误诊或延误了适当治疗。多智能体系统是多个数字智能体在大型

语言模型中一起工作并通过它们之间的交互执行任务，可以显著增强 LLM 管理复杂

任务的能力。采用多智能体框架可以通过多智能体对话（MAC）促进动态和交互式诊

断过程，不同的智能体可以模拟临床实践中通常采用的多学科团队（MDT）讨论，帮

助医生分析患者的复杂信息并提供有价值的建议。本研究将开发一个用于疾病诊断

的多智能体对话（MAC）框架，并使用 302 例罕见病病例来评估 GPT-3.5、GPT-4 和

MAC对医学知识和临床推理的影响。MAC 在初次和随访咨询中均优于单一模型，而在

诊断和建议测试方面取得了更高的准确性。使用 GPT-4 作为基本模型，利用 4 个医

生智能体和一个监督智能体实现最佳性能。MAC在重复运行中表现出了高度一致性。

进一步的比较分析表明，MAC的性能也优于其他方法，包括思维链（CoT）、自细化

和自洽性，具有更高的性能和更多的输出。该框架显著提高了 LLM 的诊断能力，有

效地衔接了理论知识和实际临床应用。我们的研究结果强调了多代理 LLM 在医疗保

健中的潜力，并建议对其临床实施进行进一步研究。 
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2.标题：基于多智能体深度强化学习的机械臂组装研究 

来源：PLOS ONE. 

时间：2025年 2月. 

链接：https://doi.org/10.1371/journal.pone.0311550. 

概要：机器人技术的进步使机器人在工业自动化领域的应用越来越广泛。轴孔装

配是机械制造中的一项关键任务，需要高度精确和高效的控制方法，以确保质量和

生产率。这项任务本质上是多变量的，需要同时控制机械臂的位置和方向。传统的

轴孔装配控制方法，如模型预测控制或力/位置混合控制，依赖于模型参数和控制设

置的事先确定。但是，由于应用场景的复杂性和可变性以及装配需求的不断增长，

单智能体算法在机械臂装配过程中往往面临收敛性挑战，表现出较差的性能。DRL代

表了一种新兴的智能控制方法，从根本上说，它基于通过与环境的试错交互来学习

当前状态和预定义目标。该系统自主优化决策并执行最佳作。深度强化学习（DRL）

已在机器人控制领域得到广泛应用，并在机器人抓取、路径规划和焊接等领域取得

了重大成果。在轴孔装配方面，轴孔形状和尺寸的复杂性和可变性使机械臂的运动

控制构成了一项具有挑战性的任务。单智能体 DRL 算法可以有效地处理相对简单的

组装任务，但是对于更复杂的轴孔组件，则需要更精确地控制位置和方向。多智能

体深度强化学习（MADRL）是一种支持多智能体间协作的方法，通过组建一组智能体

来协作完成任务，从而扩展单智能体强化学习。它在机械臂控制中的应用主要涉及

协同控制和任务分配。虽然多个智能体之间的协作简化了复杂的任务，提高了控制

精度和效率，但是智能体的数量增加可能带来数据维度爆炸、通信困难、收敛问题

及机械臂关节和连杆间强耦合控制更加复杂等挑战。为解决上述问题，本文提出了

一种采用多智能体强化学习算法的机械臂轴孔装配方法，并特别关注方形轴孔的装

配。首先，研究者在全面研究轴孔相互作用的基础上，分析了轴孔装配过程中的寻

孔、校中和插入阶段；其次，通过整合解耦多智能体确定性深度确定性策略梯度

（DMDDPG）算法设计奖励函数；最后，在 Gazebo中创建仿真环境，以圆形和方形轴

孔为实验对象，对机械臂轴孔总成进行建模。仿真结果表明，将机械臂前三个关节

和后三个关节建模为多智能体的算法不仅具有较强的自适应性，而且收敛速度更快、

更稳定。 

（徐健编辑）  
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译文一： 

利用多智能体对话式大语言模型增强医疗诊断能力 

Xi Chen, Huahui Yi, Mingke You, WeiZhi Liu, Li Wang, Hairui Li, Xue Zhang, Yingman Guo, Lei Fan, Gang 

Chen, Qicheng Lao, Weili Fu, Kang Li, Jian Li，徐健（译） 

介绍 

大型语言模型（LLM）的最新进展显著增强了其在医学领域的能力，从而增加了

对其潜在应用的探索。这些模型使用了超大医学数据库和先进的分析算法，为这些

挑战提供了建设性的解决方案。这些模型已经显示出对简单医疗任务的熟练程度，

例如回答医学知识查询和诊断常见疾病，并需要进一步研究以测试它们在处理更实

际和复杂的医疗任务方面的有效性。其中，提供准确的诊断一直是一项重要且实际

的医疗需求。 

罕见病的诊断是最复杂和最具挑战性的诊断任务之一。罕见病的患病率为每

100,000人 5-76 例。这些疾病的低患病率往往导致专业知识的匮乏，使准确诊断变

得困难，从而延误了适当的治疗。此外，症状的复杂性和可变性可能导致频繁的误

诊或延迟诊断。 

尽管 GPT-4 等 LLM在医学知识和一些潜在应用方面表现出相当的熟练程度，但

它们在复杂的现实世界临床场景（如疾病诊断）中的表现仍然存在疑问。先前的一

项研究表明 LLM 在诊断复杂病例方面的局限性。因此，越来越多的研究集中在如何

更好地利用 LLM 自身的训练数据和固有能力来提高他们在实际医疗任务中的表现。 

多智能体系统就是这样一种尝试。在大型语言模型的上下文中，智能体指的是

能够接收输入并执行操作以实现特定目标的系统。例如，当与 ChatGPT 交互时，用

户使用的是单智能体模型。多智能体框架是一种创新的方法，其中多个数字智能体

一起工作并通过它们之间的交互执行任务。这种技术显著增强了 LLM 管理复杂任务

的能力，包括解决数学问题和执行检索增强代码生成。采用多智能体框架可以通过

多智能体对话（MAC）促进动态和交互式诊断过程，智能体将讨论相同的问题并最终

就输出达成共识。在这种情况下，不同的智能体可以模拟医疗团队的协作性质，模

拟临床实践中通常采用的多学科团队（MDT）讨论来解决复杂的医疗任务。通过促进
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单药模型可能无法实现的深入分析，它们有可能提高 LLM在罕见病诊断方面的性能。

因此，MAC可能是一种有价值的工具，可以帮助医生分析患者信息并提供有用的第二

意见。 

本研究旨在开发一个多智能体对话（MAC）框架，该框架可用于临床实践以执行

诊断任务。本研究还比较了 GPT-3.5、GPT-4和 MAC的知识库和诊断能力。 

结果 

研究流程如图 2 所示。开发了多智能体对话框架（图 2）并在模拟真实世界临

床咨询的精选临床病例上进行了测试（图 3）。 

 

图 1 疾病选择和测试的过程 

研究人员首先确定了罕见病数据库，然后进行标准化加权随机抽样，从中选择

302 例。每个病例被纳入初级会诊环境和随访会诊环境。对 GPT-3.5、GPT-4 和 MAC

进行测试。 

 

图 2：多智能体对话（MAC）框架 

管理员智能体提供患者的信息。主管智能体发起并监督联合对话。三名医生智

https://www.nature.com/articles/s41746-025-01550-0#Fig2
https://www.nature.com/articles/s41746-025-01550-0#Fig3
https://www.nature.com/articles/s41746-025-01550-0/figures/1
https://www.nature.com/articles/s41746-025-01550-0/figures/2
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能体人共同讨论患者的病情。最终输出在达成共识时或在最多 13轮对话后提供。 

 

图 3 临床病例管理 

a 初步咨询代表从初级保健患者那里获得的初始信息; 

b 随访咨询是指患者在进行相关诊断测试后的完整信息。 

研究样本 

本研究包括来自 33 个不同疾病类别的 302 种罕见病。每个类别随机选择 1 至

9种罕见病。附录表 1 提供了样本疾病及其相应的临床病例报告的详细信息。 

疾病特定知识的表现 

GPT-3.5、GPT-4和 MAC在所有测试方面都取得了 4分以上的平均分，包括不适

当/不正确的内容、遗漏、可能伤害的可能性、可能伤害的程度和偏倚。疾病特异性

知识表现的结果如图 1所示。 

 

图 4 生成疾病特异性知识的性能 

a 不适当和不正确的内容;b 遗漏;c 可能造成伤害的可能性;d 可能的危害程

https://www.nature.com/articles/s41746-025-01550-0#MOESM1
https://www.nature.com/articles/s41746-025-01550-0/figures/3
https://www.nature.com/articles/s41746-025-01550-0/figures/4
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度;e 偏倚；条形表示平均值。误差线表示标准偏差。 

MAC 对诊断能力的性能 

MAC 在诊断准确性和进一步推荐测试的帮助性方面显著优于单药模型 GPT-3.5

和 GPT-4在初次和随访咨询中。进行了进一步分析以调查可能影响 MAC绩效的因素，

包括更改基本模型、改变医生智能体的数量（不包括监督智能体）以及将特定于病

例的专业分配给医生智能体。GPT-3.5、GPT-4和 MAC框架内不同亚组的详细结果列

于表 1、补充表 2 和 3 中用于初步咨询，表 2、补充表 4 和 5 用于后续咨询。MAC模

型和单智能体模型之间的比较如图 2所示。图 5用于初步咨询，图 6进行后续咨询。 

 

图 5 初次会诊的诊断表现 

a 最可能的诊断的准确性;b 可能诊断的准确性;c 进一步诊断测试的帮助;d 最可能诊断的

评分;e可能的诊断评分;f进一步诊断测试的评分。在（a–c）中，条形表示百分比。在（d-f）

中，条形表示平均值，误差条表示标准差。统计值列于补充表 2 和 3 中。 

 

图 6 随访咨询中的诊断表现 

https://www.nature.com/articles/s41746-025-01550-0#Tab1
https://www.nature.com/articles/s41746-025-01550-0#MOESM1
https://www.nature.com/articles/s41746-025-01550-0#MOESM1
https://www.nature.com/articles/s41746-025-01550-0#Tab2
https://www.nature.com/articles/s41746-025-01550-0#MOESM1
https://www.nature.com/articles/s41746-025-01550-0#MOESM1
https://www.nature.com/articles/s41746-025-01550-0#MOESM1
https://www.nature.com/articles/s41746-025-01550-0#MOESM1
https://www.nature.com/articles/s41746-025-01550-0/figures/5
https://www.nature.com/articles/s41746-025-01550-0/figures/6
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a 最可能的诊断的准确性;b 可能诊断的准确性;c 最可能诊断的评分;d 可能的

诊断分数。在（a，b）中，条形表示百分比。在（c，d）中，条形表示平均值，误差

条表示标准差。统计值列于补充表 4 和 5 中。 

 

表 1 初诊准确性 

 

表 2 随访咨询的准确性 

使用 GPT-3.5 或 GPT-4 作为基本模型的 MAC 明显优于各自的独立版本。然而，

GPT-4在用作 MAC 的基本模型时被证明优于 GPT-3.5。在与四名医生智能体的初步咨

询中，GPT-4在最可能的诊断（34.11%对 24.28%）、可能的诊断（48.12%对 36.64%）

和进一步诊断测试的帮助性（78.26%对 77.37%）方面取得了更高的准确性。在后续

https://www.nature.com/articles/s41746-025-01550-0#MOESM1
https://www.nature.com/articles/s41746-025-01550-0#MOESM1
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咨询中观察到类似的趋势，GPT-4 显示比 GPT-10 提高了约 3.5%。结果如表 1、2 和

图 1 所示。 

 

图 7 基本模型和医生智能体数对多智能体对话（MAC）的影响 

a 初次会诊中最可能诊断的准确性;b 初次会诊中可能诊断的准确性;c 在进一步诊断测试

中最可能的诊断的准确性;d 随访咨询中最可能诊断的准确性;e 随访咨询中可能诊断的准确性。

对于使用 GPT-3.5 作为基本模型的 MAC，由于令牌输出限制，具有 2个以上医生智能体的设置是

不可行的。线条表示百分比。 

该研究检查了改变医生智能体数量（2 到 5 个）对多智能体框架性能的影响。

以 GPT-4 为基本模型，初诊最可能诊断准确率为 2 个智能体的 31.31%，3 个智能体

的 32.45%，4个智能体的 34.11%，5个智能体的 31.79%。在随访咨询中，2、3、4和

5个药物的准确率分别为 51.99%、53.31%、53.86%和 50.99%。Possible Diagnosis 

Accuracy和 Further Diagnostic Tests Helpful Rate指标也观察到类似的趋势。

以 GPT-3.5为基本模型，4个医生智能体在初次咨询中也产生了最佳性能。然而，对

于使用 GPT-3.5 的后续咨询，由于令牌输出限制，具有 4 个和 5 个医生智能体的配

置是不可行的。结果如表 1、2 和图 1 所示。 

调查了从 MAC 框架中排除 Super visor Agent的效果。在使用 GPT-4作为基本

模型的初次咨询中，排除监督智能体导致最可能的诊断（有监督的 34.11%对没有监

https://www.nature.com/articles/s41746-025-01550-0#Tab2
https://www.nature.com/articles/s41746-025-01550-0#Tab1
https://www.nature.com/articles/s41746-025-01550-0#Tab2
https://www.nature.com/articles/s41746-025-01550-0#Tab1
https://www.nature.com/articles/s41746-025-01550-0/figures/7
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督的 32.67%）和可能的诊断（48.12%对 45.47%）的准确性降低。进一步诊断测试的

准确性保持相似（78.26%vs.78.04%）。当使用 GPT-3.5作为基本模型时，排除 super 

visor对性能的影响较小。在随访咨询中，排除监督智能体也会导致最可能诊断和可

能诊断的性能下降。 

该研究调查了将特定病例的专业分配给医生智能体对 MAC 绩效的影响。使用

GPT-4，为每个案例确定了四个最相关的专业，并指示医生智能体承担这些专家角色。

结果表明，与未分配专业的标准配置相比，将专业分配给医生智能体并没有显著提

高 MAC的性能。 

可靠性分析 

MAC框架的可靠性是通过在六种设置中进行三轮重复测试来评估的。结果表明，

测试轮次之间的性能差异最小。Fleiss 的 kappa 分析显示，在 28 项评估中，有 23

项的一致性为（>0.4），其余 5 项的一致性为一般（0.35-0.4）。详细结果列于补

充表 6 和 7 中。 

错误分析 

诊断中的错误根据其与正确诊断的接近程度分为四类，而推荐测试中的错误根

据其实用性和适当性分为三个级别。详细结果列于补充表 8 中。 

成本分析 

对 MAC框架进行了成本分析，发现当使用 GPT-4作为基本模型时，初次咨询每

个案例的平均成本为 0.12 美元，后续咨询的平均成本为 0.17 美元，详细结果列于

补充表 9 中。 

其他 LLM 泛化 

对 GPT-4o-mini 进行了测试，以评估 MAC 框架是否可以推广到新发布的 LLM。

MAC也显著提高了 GPT-4O-mini的诊断性能。GPT-4O-mini的性能与 GPT-3.5-turbo

https://www.nature.com/articles/s41746-025-01550-0#MOESM1
https://www.nature.com/articles/s41746-025-01550-0#MOESM1
https://www.nature.com/articles/s41746-025-01550-0#MOESM1
https://www.nature.com/articles/s41746-025-01550-0#MOESM1
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相当，但明显低于 GPT-4。GPT-4o-mini 在 MAC框架内的可靠性为一般到中等（范围

从 0.3到 0.6）。详细结果列于补充表 10 和 11 中。 

与其他方法的比较以提高诊断性能 

将 MAC 的性能与思维链（CoT）提示、自洽和自优化方法进行了比较。结果表

明，所有方法都显示出最可能诊断、可能诊断的准确性提高，并且在初次和随访咨

询中进一步诊断测试的帮助性。MAC 始终产生最高的平均输出令牌，其次是 Self-

Consistency、Self-Refine和 CoT Prompting。总体而言，MAC 在所有评估指标上都

优于其他方法，而 Self-Refine和 Self-Consistency显示出改进，但没有达到 MAC

的性能。CoT Prompting 产生了更适度的收益。结果列于补充表 12 中。 

输出 Token 对模型性能的影响 

评估了所有方法中输出令牌缩放的影响。对于 CoT提示，增加输出令牌数量可

以提高初次和后续咨询的性能，尤其是在最可能的诊断准确性、可能的诊断准确性

和进一步诊断测试的帮助方面。对于自我细化，将细化轮数从 2 轮增加到 4 轮可提

高性能，尤其是在最可能的诊断和进一步诊断测试的帮助方面，尽管进一步的轮次

（10）导致性能略有下降。当将推理路径从 5增加到 10时，自洽性表现出性能提高，

但当将推理路径增加到 20时，也观察到小幅下降。对于 MAC，将会话轮次增加到 13

和 25 会增加输出令牌计数，但不会产生显著的性能改进。图 1 中提供了详细的结

果。 

 

图 8：输出标记对每种方法性能的影响 

https://www.nature.com/articles/s41746-025-01550-0#MOESM1
https://www.nature.com/articles/s41746-025-01550-0#MOESM1
https://www.nature.com/articles/s41746-025-01550-0#MOESM1
https://www.nature.com/articles/s41746-025-01550-0/figures/8
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a 输出标记对初次咨询中最可能的诊断准确性的影响;b 输出标记对初次会诊中可能的诊断

准确性的影响;c输出标记对初次咨询中进一步诊断测试有用性的影响;d输出标记对初次会诊中

最可能的诊断准确性的影响;e 输出令牌对随访咨询中可能诊断准确性的影响。 

讨论 

尽管 GPT-3.5、GPT-4和 MAC显示出相当水平的令人满意的知识，但 GPT-3.5和

GPT-4 的诊断结果在实际病例中效果明显较差。这些发现证明了拥有广泛的知识库

与在临床实践中有效应用之间的差距。 

另一方面，与单智能体模型相比，MAC 的实施大大增强了 LLM 的诊断能力。对

多智能体协作（MAC）框架的进一步研究产生了几个重要的见解。与使用 GPT-4的配

置相比，更强大的基础模型（GPT-3.5）带来了更好的整体性能。发现医生药物的最

佳数量为 4 种，其中 3 种药物产生相似的结果。监督智能体的存在显著增强了框架

的有效性。与其他方法（包括 CoT、自细化和自洽）的进一步比较表明，MAC在诊断

性能上优于这些技术，生成的输出标记明显更多。增加的产出促进了对不同推理路

径的探索，并实现了对先前产出的反思和修正。这允许进行更深入的分析，有可能

发现可能被忽视的疾病的根本原因。因此，MAC代表了一种很建设性的方法，可以弥

合疾病诊断知识库和临床能力之间的差距。 

在这项研究中，确定了 LLM的广泛知识库和临床诊断能力之间存在差距。这种

差异可归因于几个因素。首先，LLM需要强大的医学推理能力才能根据患者状况做出

诊断。然而，最近的研究对这些模型的推理能力提出了质疑，表明它们在复杂推理

场景中的应用存在潜在局限性。其次，法学硕士的培训材料主要以问答形式构建，

重点是传授一般医学知识。然而，这种方法未能提供专业领域的培训，也没有充分

结合实际的临床实践。鉴于这些疾病数量众多、发病率低且病例报告有限，创建一

个用于培训 LLM 管理罕见病的综合数据库仍然具有挑战性。 

在这项研究中，MAC 框架在所有指标上都明显优于单智能体模型。之前的一项

研究用 10例测试了 GPT-3.5和 GPT-4在罕见病诊断中的能力，报告的准确率分别为

23%和 40%。在这项研究中，GPT-3.5 和 GPT-4 能够根据明显的症状诊断疾病，例如

通过临床表现识别心包炎和癫痫。然而，他们缺乏对这些情况的根本原因的深入探

索。相比之下，MAC 框架通过联合对话进行更深入的分析，可以确定特定病例的心包



 

 12 / 52 

 

炎是由 Bardet-Biedl 综合征引起的。表 3 列出了单智能体模型和 MAC之间比较的代

表性示例。 

 

表 3代表性实例 

比较分析显示 MAC 优于其他方法，包括 CoT、自细化和自洽。原因可能是多智

能体系统允许更多的输出标记，增加的输出允许探索不同的推理路径，并能够对以

前的输出进行反思和修改。这种多智能体结构支持不同推理路径之间复杂、多方向

的交互，从而允许立即整合不同的观点。如补充说明 1 所示，一个案例说明了医生

智能体人如何对诊断方法和测试提出不同的意见，监督智能体人综合观点并指导讨

论。 

进行了进一步分析，以调查输出标记在本研究中使用的所有方法中对模型性能

的作用。我们的结果表明，增加输出 token 的数量可以提高性能。但是，对于 Self-

Refine、Self-Consistency 和 MAC，此性能提升达到一个阈值，超过该阈值后，输

出令牌的进一步增加不会产生额外的改进。相比之下，对于 CoT，我们观察到，随着

输出令牌数量的增加，模型性能不断提高。这些发现与之前的研究一致，该研究表

明，虽然增加 LLM 调用的数量并因此增加输出令牌可以提高性能，但这种改进的程

度受到任务类型和所采用的优化方法的限制。 

我们对多智能体协作（MAC）框架的调查揭示了影响其性能的几个关键因素。基

本模型的选择显著影响了系统的有效性。虽然使用 GPT-3.5 的 MAC 框架优于独立的

GPT-3.5 和 GPT-4 模型，但它仍然低于采用 GPT-4 的 MAC 框架。这表明更高级的语

言模型可以提高多智能体系统的整体性能，这一发现与之前的一项研究一致。医生

智能体的数量在框架的性能中起着至关重要的作用。具有 4 个药物的配置始终产生

最佳结果，紧随其后的是具有 3 个药物的配置。事实证明，监督员智能体的存在是

另一个关键因素。该智能体人在主持讨论和引发不同意见方面发挥了重要作用。它

的排除导致 MAC 的整体性能显著下降，凸显了协调实体在多智能体系统中的重要性。

最后，将专业分配给医生智能体并没有产生显著的绩效改进;这可能源于基本模型的

固有功能。这一观察结果与先前的研究一致，表明尽管智能体可以承担特定角色，

https://www.nature.com/articles/s41746-025-01550-0#Tab3
https://www.nature.com/articles/s41746-025-01550-0#MOESM1


 

 13 / 52 

 

但他们的基本能力可能不足以满足作为临床专家在复杂临床任务中发挥最佳作用所

需的特定领域的知识和技能。这一发现强调了进一步研究的必要性，旨在增强 AI智

能体在医疗保健应用中的专业能力。 

多智能体系统的最新进展在医疗决策和诊断方面显示出有希望的结果。已经出

现了几个值得注意的框架，每个框架都有利用大型语言模型（LLM）执行临床任务的

独特方法。例如，MEDAGENTS是一种创新的多学科协作框架，可增强大型语言模型在

零样本医学问答中的性能。不同的多智能体系统之间有几个不同的功能。虽然大多

数框架侧重于一般医学问答，我们的框架专注于诊断任务。它鼓励多个智能体分析

相同的临床环境，参与互动讨论，并提供开放式诊断建议。在智能体的设置方面，

MAC 框架包括多个医生智能体和一个监督智能体，而其他框架则采用了分别为问题

和答案创建智能体等设置。关于共识确定，这些框架的方法不同。在医疗智能体的

迭代修订过程中，答案会被提炼，直到所有专家都批准。相比之下，我们的框架采

用监督智能体，他确定医生智能体何时达到足够的协议水平。虽然各种多智能体系

统表现出不同的配置和目标，但它们在医疗领域的集体应用潜力似乎很有希望。可

能需要进一步的研究来充分探索和评估此类系统在医疗保健环境中的能力。 

多项研究评估了大型语言模型（LLM）的诊断能力。一项研究使用已发布的病例

记录检查了 GPT-4 在诊断复杂病例方面的表现，发现该模型的最高诊断与 39%的病

例的最终诊断相匹配。另一项研究表明，虽然 LLM 显示出临床决策的潜力，但与人

类临床医生相比，它们目前在诊断阑尾炎、胆囊炎、憩室炎和胰腺炎等常见疾病方

面表现不佳。该研究还显示，LLM难以遵守指南，需要大量监督。但是，应该注意的

是，这项研究使用了 Llama-2 等较旧的模型，其性能可能不如 GPT-4 等更高级的模

型。在另一项调查中，研究人员在连续 75 个真实世界临床病例中评估了 OpenAI 的

GPT-3.5 和 GPT-4模型的鉴别诊断能力。结果表明，与 GPT-3.5 相比，GPT-4表现出

更高的诊断准确性，其鉴别诊断列表与人类专家生成的列表更接近。 

生成式人工智能的最新进展有可能增强大型语言模型（LLM）的诊断能力，其中

基于提示的学习和微调等技术发挥着至关重要的作用。思维链（CoT）提示已被用于

将复杂的诊断任务分解为线性步骤，这有助于整合上下文并提供全面的诊断推理。

采用微调方法，尤其是监督微调（SFT）和来自人类反馈的强化学习（RLHF），使 LLM

与特定领域的知识和用户期望保持一致。研究表明，微调通过特定于任务的数据和
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特定于领域的知识来提高模型的诊断精度。此外，一项研究表明，RLHF可以提高模

型响应，使其更加准确并与类人诊断推理保持一致。然而，即使有了这些技术进步，

LLM 在诊断复杂和罕见疾病时仍然面临重大挑战，其有效性缺乏在实际临床应用中

的验证。 

诊断罕见病仍是一项全球性挑战，即使是人类专家也难以应对，而且 LLM不太

可能在短期内在需要广泛医学知识和复杂分析技能的领域超越人类的能力。因此，

即使出现了更先进的模型，也可以合理地推断出多智能体协作模型将继续在解决复

杂的医疗任务方面提供显著优势。尽管现有的基准对 LLM 的医学知识进行了全面评

估，但在评估它们在临床实践中的应用仍然存在挑战。我们的研究试图通过获取一

系列标准化的罕见病数据来解决这个问题，这些数据由专业医生手动整理以满足临

床实践中的需求。该数据集也可以作为未来研究的基准。 

罕见病的及时诊断一直受到世界许多地区缺乏高质量医疗资源的挑战，诊断延

误导致治疗延误和预后不良。MAC 在临床会诊的不同阶段提供有价值的诊断建议并

推荐进一步的诊断测试，适用于所有类型的罕见病。当医生面临具有挑战性的病例

时，它可以作为有价值的第二意见工具。该框架还具有推广到其他医学挑战的潜力，

这需要进一步探索。 

鉴于罕见病的数量庞大，本研究的样本量相对较小，仅代表初步探索。然而，

采用归一化随机抽样来提高所选病例的代表性。从患者信息中手动提取初次会诊，

以模拟初次患者会诊。尽管这是由医疗专业人员进行的，但提取是主观的，可能并

不总是准确反映实际的咨询。这种设计的基本原理是为了反映患者护理不同阶段的

不同诊断需求。未来的研究应旨在扩大样本量并纳入更广泛的疾病，以进一步验证

和完善 MAC框架在不同临床环境中的性能。 

MAC 提供了有关模型如何在多智能体对话中执行医学推理和处理不同意见的见

解，这可能可以作为对 LLM 如何通过任务进行推理的解释。然而，应该注意的是，

单纯的输出解释并不能完全捕捉到模型固有的可解释性。先前的研究表明，模型有

时可能会在正确答案的同时提供不正确的解释，反之亦然。相反，思维链（CoT）等

技术使模型能够生成更广泛的输出，详细说明其推理过程。在大多数情况下，此增

强功能可以提高模型性能。因此，推理过程可以被视为一种解释，为模型如何得出

答案提供了有价值的见解。一般来说，应该注意大型语言模型（LLM）在其输出中提
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供的解释的局限性，因为可解释性问题仍然是一个持续的挑战，需要进行持续的研

究。MAC 系统应被视为临床医生的支持工具，而不是临床医生的替代品。 

为了为未来进行类似研究的研究人员提供见解，了解这项研究中涉及的人力作

用非常重要。在这项研究中，人力涉及两项任务：案例获取和管理，以及输出结果

的评估。病例获取需要从 PubMed数据库中手动筛选已发布的病例报告，以确保罕见

病的数据准确和相关。策展涉及临床专业知识，根据患者在不同咨询阶段的状况组

织数据。评估过程还依赖于医生评估 LLM 评估的可靠性。然而，由于需要先进的医

学推理，更复杂的任务（例如分析诊断对话）需要人工参与。随着 LLM 技术的不断

进步，我们预计他们可以自主处理的任务范围将扩大，从而减少未来对人工输入的

需求。 

本研究揭示了多智能体对话（MAC）框架显著增强了大型语言模型（LLM）在临

床环境中的诊断能力。虽然像 GPT-3.5 和 GPT-4 这样的单智能体模型拥有广泛的知

识，但它们在将这些知识应用于现实世界的医疗案例方面显示出局限性。MAC框架显

著改善了诊断结果，有效弥合了理论知识与实际临床应用之间的差距。这些结果强

调了多智能体 LLM 在医疗保健中的价值，并值得进一步研究其实施和改进以供临床

使用。 

方法 

研究设计 

在这项研究中，我们首先利用 Autogen 提供的结构开发了一个基于 GPT-4的多

智能体对话（MAC）框架。该框架促进了一名主管智能体和三名医生智能体之间以共

识为导向的讨论。随后，我们使用来自 Medline 数据库的真实世界临床病例报告评

估了 GPT-3.5、GPT-4和 MAC对 302种罕见病的知识和诊断能力。还研究了 MAC框架

中的不同设置，以了解它们将如何影响 MAC 的性能。还进行了可靠性分析和成本分

析。本研究利用已发表的文献来策划测试数据集，没有涉及实际的人类参与者。因

此，放弃了机构批准的需要。 

为了评估这些模型的临床有效性，为每个病例设计了两个场景。第一种情况模

拟初次会诊，其中只有基本的患者信息可用，使用有限的数据测试模型的临床能力，
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为进一步的诊断检查提供建议。第二种情况是随访咨询，患者已经接受了所有诊断

测试。此方案旨在评估 LLM是否能够在具有完整患者信息的情况下做出正确的诊断。

疾病选择和测试过程如图 1所示。 

数据采集 

这项研究涉及从 Orphanet 数据库 33 种类型的 7000 多种数据库中选出的 302

种罕见病，Orphanet 数据库是由欧盟委员会共同资助的综合罕见病数据库。由于罕

见病在不同类型中的分布不同，采用归一化加权随机抽样方法进行选择，以确保代

表性的平衡。根据每种类型的疾病计数调整采样权重，并通过自然对数变换进行调

节。 

在选择疾病进行调查后，从 Medline 数据库中确定了 2022 年 1 月之后发表的

临床病例报告。检索由一名研究者进行，并由另一名研究者审查。 

如果临床病例报告符合以下条件，则包括临床病例报告：1）呈现被诊断患有罕

见病的真实患者的完整临床情况，包括人口统计学、症状、病史和进行的诊断测试。

2）以英文出版。如果病例报告：1）缺乏做出诊断所需的信息，2）未以英文发表，

3）是动物研究，4）包含会影响诊断的事实错误，以及 5）报告的疾病与预期文献搜

索中的疾病不同，则被排除在外。 

两名专科医生使用定义的标准独立筛选检索结果。第一研究者选择病例报告进

行检测，然后由第二研究者进行重复筛选。任何分歧都通过小组讨论解决。 

对于每种疾病，都会筛选搜索结果，直到确定符合条件的病例报告。如果未确

定合适的报告，则在同一疾病类别中进行新的随机抽样以选择不同的疾病。 

数据提取 

一名研究人员从每个临床病例报告中手动提取数据，随后由专科医生审查提取

准确性。提取的信息包括患者人口统计学、临床表现、病史、体格检查结果和检测

结果（例如，基因检测、活检、放射学检查）以及最终诊断。 

从原始文本中提取最终和可能的鉴别诊断用于评估目的。 
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数据管理 

数据管理的主要目标是利用数据来模拟临床咨询过程的各个阶段，从而评估大

型语言模型（LLM）在临床环境中的实际效用。为每个病例创建了两个临床场景，初

次会诊和随访会诊。初步咨询测试 LLM 是否对患者第一次临床接触有所帮助，因为

可用的信息有限。它模拟了患者首先在初级保健机构寻求帮助并由初级保健医生照

顾的情况。（图 2a）给出了后续会诊测试，如果 LLM能提供正确的诊断和患者的完

整情况，包括高级诊断测试的任何结果。它模拟了一个完全知情的诊断场景，旨在

评估 LLM 执行医学推理的能力，并使用全面的数据得出最终诊断（图 2b）。 

多智能体对话框架 

GPT-3.5-turbo 和 GPT-4 通常用于医疗目的测试，并被选为多智能体对话框架

（MAC）的基本模型。MAC框架，旨在诊断和生成有关罕见病的知识（图 D）。3）是

在 AutoGen 的结构下开发的。此设置模拟了医疗团队与医生智能体和监督智能体的

会诊。 

要启动多智能体对话，管理员智能体首先将患者的信息和任务呈现给对话智能

体。此对话使用共识框架，没有预先确定的发言顺序。每个智能体在响应先前智能

体的输入时履行其指定的角色。医生智能体的任务包括：1）根据专业知识提供诊断

推理和建议。2）以合理的论点评估和评论其他智能体人的意见。3）处理其他智能

体的评论并相应地提高输出。主管的任务包括：1）监督和评估医生智能体人提出的

建议和决定。2）具有挑战性的诊断和建议的测试，识别任何遗漏的关键点。3）促进

医生智能体之间的讨论，帮助他们完善答案。4）推动医生智能体之间的共识，只关

注诊断和诊断测试。5）达成共识后终止对话。对话一直持续到智能体达成共识或达

到最大对话回合数，在本研究中，该回合数设置为 13轮。 

生成特定疾病的知识 

GPT-3.5、GPT-4和 MAC对研究中涵盖的每种罕见病的了解进行了评估。每个模

型的任务是生成疾病特异性知识，包括疾病定义、流行病学、临床描述、病因学、诊

https://www.nature.com/articles/s41746-025-01550-0#Fig2
https://www.nature.com/articles/s41746-025-01550-0#Fig2
https://www.nature.com/articles/s41746-025-01550-0#Fig3
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断方法、鉴别诊断、产前诊断、遗传咨询、管理和治疗以及预后。 

生成诊断和推荐测试 

对于初步咨询，LLM 的任务是生成一个最可能的诊断、几个可能的诊断和进一

步的诊断测试。对于后续咨询，LLM的任务是生成一个最可能的诊断和几个可能的诊

断。与真实世界的诊断程序相同，对推荐的潜在诊断和诊断测试没有特定的数字限

制。 

MAC 中的子组分析 

在 MAC框架内进行亚组分析，包括比较使用 GPT-4与 GPT-3.5作为基础模型时

的 MAC性能，以评估基础模型的影响;检查改变框架中涉及的医生药物数量（范围从

2到 5）的效果;评估排除监督智能体是否会对 MAC的绩效产生负面影响;并调查为每

个医生智能体分配特定于病例的临床专业是否会影响绩效结果。这些特性列在补充

表 14 中。在实施过程中，GPT-4会分析患者病例以确定最相关的专业。然后采用特

定的提示来指示每个医生智能体承担相应专家的角色并参与讨论。 

性能评估 

GPT-3.5、GPT-4和 MAC的性能在多项任务中进行了评估，包括生成知识、生成

最可能的诊断、可能的诊断和进一步的诊断测试方面的性能。 

使用李克特量表评估疾病特异性知识。李克特量表是问卷中常用的心理测量量

表，用于衡量态度或意见。评估指标涵盖五个方面，包括：不准确或不适当的内容、

遗漏、可能危害的可能性、可能危害的程度和偏倚，如表 4 所示。 

 

表 4疾病特异性知识的评价指标 

https://www.nature.com/articles/s41746-025-01550-0#MOESM1
https://www.nature.com/articles/s41746-025-01550-0#Tab4
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使用准确性和评定量表评估诊断性能。对于最可能的诊断和可能的诊断，如果

答案包括完全正确的诊断，则认为答案是准确的。对于进一步的诊断测试建议，如

果答案有助于得出正确的诊断，则认为答案是准确的。对于评定量表，使用 Bond等

人描述的五分制量表评估最可能的诊断和可能的诊断，如表 5 所示。使用李克特量

表评估进一步的诊断测试建议，如表 6 所示。 

 

表 5诊断评价指标 

 

 

表 6进一步诊断测试的评估指标 

考虑到要评估的输出数量超过 35,000 个，使用提供正确答案的大型语言模型

（GPT-4o）进行评估，以调查 GPT-4o是否能够进行准确可靠的评估。对 302例进行

了人体评价，并分析了人体评价和 LLM 评价的一致性。人类评估是通过三名医生之

间的小组讨论进行的，他们对模型条件不知情，并以随机顺序审查内容。医生讨论

了每个病例并达成了共识分数。GPT-4o与人类评估表现出高度一致性，如表 7 所示。 

 

表 7人工评价和 LLM评价之间的一致性 

可靠性分析 

评估了 MAC 框架的可靠性，其中包括在六个不同设置中进行三轮重复测试，评

https://www.nature.com/articles/s41746-025-01550-0#Tab5
https://www.nature.com/articles/s41746-025-01550-0#Tab6
https://www.nature.com/articles/s41746-025-01550-0#Tab7
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估 MAC 与不同基本模型的性能一致性，有和没有监督智能体，以及有和没有医生智

能体的专业分配。为了量化运行间协议，采用了 Fleiss的 kappa，这是一种用于评

估多个测试之间可靠性的统计度量。Flies 的 Kappa值解释如下：<0.00表示无一致

性，0.00-0.20轻微，0.21-0.40一般，0.41-0.60中等，0.61-0.80实质性，0.81-

1.00 几乎完全一致。根据初次会诊中最可能诊断、可能诊断和推荐检查的准确性，

以及随访会诊中最可能诊断和可能诊断的准确度计算 Kappa值。 

错误分析 

通过对不准确答案的发生率进行分类和分析来进行错误分析。对于最可能的诊

断和可能的诊断，我们将错误分为四类：1）非常接近正确的诊断，但不精确，2）与

正确的诊断密切相关并可能有帮助，3）与正确的诊断相关，但不太可能有帮助，4）

没有接近正确诊断的建议。关于推荐测试中的错误，我们将其进一步分类如下：1）

建议测试的效用值得怀疑，2）不同意建议测试的有用性，3）强烈反对建议测试的

适当性。 

成本分析 

进行成本分析以计算使用 GPT-4和 GPT-3.5作为基本模型时运行案例的平均成

本。 

与其他方法的比较以提高诊断性能 

评估了输入/输出（I/O）提示、思维链（CoT）提示、自洽和自优化方法的效果。

补充说明 2 中提供了详细的 CoT 提示。为了实现自洽性，我们遵循已建立的文献，

实现了一个具有 10个不同推理路径的框架，并将温度参数设置为 0.723。正如之前

研究中采用的那样，自细化方法配置为在 0.7 的温度下进行四轮迭代细化。每个细

化周期包括三个步骤：首先，LLM生成一个初步答案;其次，通过给答案打分（0-50）

并提供具体的改进建议，产生自我反馈;第三，它根据这些建议修改了答案。这个过

程重复了四轮，每个修改后的答案都会获得一个新的分数。最终输出是根据所有迭

代中得分最高的版本选择的。 

输出 Token 对模型性能的影响 

https://www.nature.com/articles/s41746-025-01550-0#MOESM1
https://www.nature.com/articles/s41746-025-01550-0#ref-CR23
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通过改变每种方法的输出标记计数来评估其对模型性能的影响，从而评估输出

标记缩放对本研究中使用的所有方法的影响。对于 CoT 提示，通过修改标准提示来

增加输出令牌计数，以包括：“请分配额外的时间和精力，为此任务提供全面而详

细的推理过程。相反，通过添加以下内容来减少令牌计数：“请减少为此任务提供

简短推理过程的时间和精力。对于 Self-Refine，模型的输出 token 长度是通过改变

refinement轮数来控制的，配置为 2轮、4轮和 10轮。对于自洽性，通过改变推理

路径的数量来调整输出标记长度，测试 5、10和 20个路径。对于 MAC，智能体的配

置被修改为继续对话，直到达到预定的对话轮数，设置为 13 轮和 25 轮。记录每种

方法的输出标记，然后评估性能。 

统计分析 

使用 SPSS版本 25（IBM，Armonk，NY，USA）和 Graph Pad Prism版本 8（Graph 

Pad Software，SanDiego，CA，USA）进行统计分析。人类评估框架的结果被记录为

连续变量，并以平均值和标准差表示。使用 Shapiro-Wilk检验检查数据是否服从正

态分布。根据分布，应用方差分析或 Kruskal-Wallis检验来检验模型之间的性能差

异。最可能诊断的准确性、可能的诊断和诊断测试的有用性记录为发生率和发生率。

对于这些不连续的数据，采用卡方检验来检验模型之间的差异。Flessi-Kappa用于

评估模型输出在多次运行中的一致性。 

 

*注：原文和译文版权分属作者和译者所有，若转载、引用或发表，请标明出

处。 
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译文二： 

基于多智能体深度强化学习的机械臂组装研究 

Guohua Cao, Jimeng Bai,徐健（译） 
 

1. 引言 

机器人技术的进步导致机器人在工业自动化领域的应用越来越广泛。轴孔装配

是机械制造中的一项关键任务，需要高度精确和高效的控制方法，以确保质量和生

产率。这项任务本质上是多变量的，需要同时控制机械臂的位置和方向。传统的轴

孔装配控制方法，如模型预测控制或力/位置混合控制，依赖于模型参数和控制设置

的事先确定。然而，由于机械臂的非线性和复杂性，这些方法往往无法在复杂的装

配过程中实现所需的控制性能。 

近年来，深度强化学习（DRL）因其在机械臂控制方面的潜力而受到广泛关注。

与传统的控制策略不同，DRL不需要明确的模型构建或控制策略设计。相反，它可以

自适应地调整控制策略，适应各种环境条件和任务要求，从而提供卓越的适应性和

泛化能力。这使得学习更复杂的控制策略成为可能，最终实现更高效、更精确的轴

孔装配。 

DRL 代表了一种新兴的智能控制方法，从根本上说，它基于通过与环境的试错

交互来学习当前状态和预定义目标。该系统自主优化决策并执行最佳作。DRL已经在

机器人控制领域找到了广泛的应用，在机器人抓取、路径规划和焊接等领域取得了

重大成果。在轴孔装配的背景下，轴孔形状和尺寸的复杂性和可变性使机械臂的运

动控制成为一项具有挑战性的任务。单智能体 DRL 算法可以有效地处理相对简单的

组装任务，例如组装完全对称的圆形轴孔。然而，对于更复杂的轴孔组件，需要更

高的精度和效率，因此需要更精确地控制位置和方向。 

多智能体深度强化学习（MADRL）是一种支持多个智能体之间协作的方法，通过

组建一组智能体来协作完成任务，从而扩展单智能体强化学习。它在机械臂控制中

的应用主要涉及协同控制和任务分配。团队中的每个智能体不仅必须确保内部一致

性，还必须考虑与其他智能体的合作，从而在完成个人任务的同时将整个系统推进
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到其目标。多个智能体之间的协作简化了复杂的任务，提高了控制精度和效率。然

而，智能体数量的增加可能会带来数据维度爆炸、通信困难和收敛问题等挑战。此

外，机械臂的关节和连杆之间的强耦合使控制更加复杂。 

为了解决这些问题，本文探讨了多智能体深度强化学习算法在单个机械臂运动

控制中的应用。针对复杂的轴-孔装配，设计了一种基于 DMDDPG 算法的轴-孔装配系

统，以位置和方向为受控变量，有效提高不同装配环境下的装配效率和泛化性。针

对任务目标和轴孔组装过程设计了全局奖励函数，为了减少智能体之间的耦合，为

每个智能体独立设计了局部奖励函数。因此，所提出的算法可以利用全局和局部奖

励来指导组装策略的探索和优化。与其他强化学习算法的比较仿真实验表明，所提

算法在效率和可靠性方面表现出色。 

2. 准备 

2.1 多智能体深度强化学习算法 

一种经典的多智能体算法是 MDDPG，它将 DDPG算法扩展到多智能体环境，并引

入了集中式训练-分散式执行框架。此框架中的每个智能体都是一个完整的 DDPG 模

型。在训练期间，每个智能体的 Critic 网络使用所有智能体的作和状态，而 Actor

网络仅根据其观察到的状态更新其策略。因此，每个智能体的 Critic网络都适合全

局价值函数，而不是单个价值函数，从而允许每个智能体的策略朝着最优全局价值

函数更新。 

在多智能体深度强化学习中，协作探索过程由马尔可夫博弈（也称为随机博弈）

描述。这个概念包含两个关键思想：首先，多智能体系统遵循马尔可夫特性；其次，

游戏描述了智能体之间的关系。多智能体马尔可夫博弈过程定义为元组（N，S，A，

T，R，γ），其中 N表示智能体的数量;S=（x，o1，o2，⋯oN）是关节状态的集合;oi

是智能体 i的观察状态，x是其他环境信息;A=（一个 1，一个 2，⋯，aN）是联合作的

集合;一个 i 表示智能体 I 的工作;T∈[0,1]是 S→A→S′的状态转换概率;R=（r1，

r2，⋯，rN）、ri表示智能体 I 执行作 A 所获得的奖励 i，这会导致结果 o→o′。γ

表示累积奖励的折扣系数。 

在多智能体系统中，环境状态的变化是由所有智能体的集体行动引起的。在时
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间 t，每个智能体体都结合其观察到的状态并执行 π i(ai|oi）联合作，导致环境中

的状态转换，并因所执行的作而获得预期奖励。  

                          (1) 

每个智能体的 Critic 网络采用相同的输入参数：观察到的环境状态 S 的所有

智能体，智能体的动作 A，以及相应的 Critic 网络参数，生成全局值函数作为输出：

 

            (2) 

其中表示所有智能体的联合策略。  

每个智能体的 Actor网络参数根据 value函数通过梯度下降进行更新：  

         (3) 

其中 D表示体验重播缓冲区，每个元素都是一个元组（S，A，R，S′），其中

包含更新的关节状态 S′。 

                 (4) 

Critic网络参数使用反向传播进行更新，损失函数定义为： 

                (5) 

2.2 机械臂装配控制技术研究进展 

现代控制理论的发展逐渐将主动顺应性控制作为主要研究重点。这种方法使机

器人能够根据对环境的感知来执行相应的控制策略，以完成装配任务，而无需专用

的合规机制，从而提供增强的多功能性。Hogan等人介绍了阻抗控制的基本原理，建

立了机器人位置和接触力之间的映射。这项工作为随后的积极合规性研究奠定了基

础，从而产生了许多适用于各种环境的改进控制策略。例如，Wang等人设计了一个

使用滑模控制的关节阻抗控制器，它有效地增强了关节的灵活性，使机器人能够更

精确地执行轴孔组装任务。该控制器还解决了模型的不确定性并减少了冲击力，从

而提高了机器人的抗干扰能力。Wu等人提出了一种基于事件切换策略的柔性连接器

控制方法，该方法能够实现从自适应控制到混合阻抗控制的平滑过渡。这种方法可
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以提高受限和不受约束空间中的控制性能，确保顺利完成连接器装配任务。 

计算机技术的应用和进步显著提高了机器人控制系统的计算能力，通过将人工

智能与传统控制算法相结合，实现了机械臂组装方法的突破。出现了两种主要方法：

基于图像的视觉感知和基于力传感器的触觉感知。例如，Song 等人模拟了人类对关

键信息的视觉敏感性，并引入了一种信息过滤机制，以提高组件中特征识别和分类

的准确性。Cong 等人利用机器视觉来纠正装配姿势，提高了装配不规则形状零件的

成功率。罗等人通过将缺失特征的多视图感知与深度强化学习相结合，设计了一个

组装预测网络，显著提高了组装效率和稳定性。Ortega-Aranda 等人在机器人作过程

中收集了接触状态信息，并使用基于神经网络的模糊架构训练了双臂机器人，以实

现类似人类的性能。尽管基于阻抗模型的控制策略在装配任务中表现良好，但它们

受到需要轴孔接触力的精确模型和动态参数的精确识别的限制，这些参数可能会因

实际作中的磨损和疲劳而发生变化，从而影响装配结果。 

与传统的控制策略相比，深度强化学习不需要明确的模型构建或控制策略设计。

它可以自适应地调整控制策略以适应不同的环境和任务要求，提供卓越的适应性和

泛化能力。这使得学习更复杂的控制策略成为可能，从而实现更高效、更精确的轴

孔装配。Inoue等人证明了在复杂的轴孔装配中获得精确模型的困难，并提出了一种

针对轴孔任务的强化学习算法。Leyendecker 等人通过模拟验证了深度强化学习组

装策略在不确定环境中的有效性。Ding 等人将轴-孔组装过程分为两个阶段——孔

搜索和插入——并开发了一种基于 DQN 的自学习组装算法。在轴孔装配中，轴孔复

杂多变的形状和尺寸使机械臂的运动控制特别具有挑战性。虽然单智能体深度强化

学习算法可以处理相对简单的任务，例如组装完全对称的圆形轴孔，但在复杂的轴

孔组装中实现更高的精度和效率需要更精确地控制位置和方向。 

2.3 多智能体强化学习的最新研究 

多智能体深度强化学习（MADRL）涉及多个智能体之间的协作学习，通过组建一

个智能体集合来协作完成任务，从而扩展了单智能体强化学习。在机械臂控制的前

提下，MADRL专注于协同控制和任务分配，其中每个智能体不仅确保自身能力的一致

性，而且还与他人合作以实现整个系统的目标。Foerster等人介绍了增强的智能体

间学习和可微分智能体间学习算法，它们利用神经网络来近似值函数，促进智能体
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间通信，并通过参数共享降低模型复杂性。Sukhbaatar 等人提出了通信网络算法，

实现了智能体之间实时、快速的信息交换。Lowe等人开发了多智能体深度确定性策

略梯度算法，该算法通过将集中式训练与分散式执行方法相结合来扩展 DDPG 框架，

显著降低了学习成本，并为大多数合作方法建立了范式。他等人提出了一种改进的

DDPG算法，该算法将机械臂的关节视为多智能体系统中的决策智能体，从而能够为

目标捕获进行运动规划。与传统算法相比，这种方法表现出卓越的求解速度和稳健

性。虽然多个智能体之间的协作简化了复杂的任务，提高了机械臂的控制精度和效

率，但也带来了数据维度爆炸、通信困难和收敛问题等挑战。此外，机械臂关节之

间的强耦合使控制工作进一步复杂化。 

3. 使用深度强化学习算法的机械臂轴孔组装 

3.1 轴孔装配任务分析 

轴孔装配过程可分为三个主要阶段：寻孔、对中和插入。寻孔阶段包括将轴从

其初始位置向孔的中心线移动，到达装配孔附近。对中阶段包括调整轴相对于孔的

位置和方向，以满足装配要求。插入阶段包括在达到所需的对中后将轴插入到指定

的深度。在这些阶段中，对准阶段是最关键和最复杂的，因为它涉及各种接触状态，

例如点接触、表面接触和线接触（当位置和方向不匹配时）。此阶段对于成功完成

装配任务至关重要。 

本研究调查了圆形和方形轴孔组件在对准阶段各种接触状态的影响，特别关注

比较两者之间姿态控制的差异。在圆形轴孔组件中，坐标系 OG以接触面的中心为原

点，以孔的中心为 z轴。同样，坐标系 OM以轴的轴作为 z轴建立。坐标系 O之间 x、

y 和 z 轴的偏差 G和 OM分别定义为 Δx、Δy 和 Δz，而 Δl 表示两个坐标系的原点

之间的距离。在对准阶段，可能会出现几种典型的接触状态，如图 1 所示。 

https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g001
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图 1.圆形轴孔组件中的接触状态 

(a)表面接触；(b)点接触；（c）多点接触。 

在图 1A 所示的表面接触状态下，轴和孔的方向完全对齐，但存在位置偏差，

即（Δx，Δy，Δz）=0，Δl≠0。通过调整轴的位置以将其直接对准孔上方，可以

实现位置匹配，从而允许装配过程进入插入阶段。然而，在圆形轴孔组件中，更有

可能发生点接触，如图 1B 所示。在这种情况下，位置偏差 Δl 几乎为零，但仍然存

在明显的方向不匹配。由于圆形的完美对称性，轴孔的 x轴和 y 轴可以绕 z轴旋转，

以满足任何方向的右手定则，这意味着只需对齐两个坐标系的 z 轴即可实现对齐。

如果在点接触状态下没有及时调整方向以实现 Δz=0，则沿轴线继续插入可能会导

致多点接触状态，如图 1C 所示。在这个阶段，轴的接触面原点已经在孔内，轴与孔

壁碰撞，因此不适合进一步插入。 

在方形轴孔组件中，坐标系类似地建立，接触面的中心为原点，z 轴由孔的中

心轴和轴的轴定义。但是，x轴和 y轴不再具有任意定义;为了保持一致性，垂直于

边的方向定义为 x 轴和 y 轴。位置偏差和方向偏差的定义与圆形轴孔组件中的定义

相同。图 2 显示了方轴孔组件在对中阶段可能发生的几种接触状态。 

 

图 2.方轴孔组件中的接触状态 

（a）表面接触（b）多表面接触（c）线接触（d）多线接触。 

在图 2A中，表面接触状态显示只有轴和孔的 z轴匹配，但位置偏差仍然存在。

https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g001
https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g001
https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g001
https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g002
https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g002
https://journals.plos.org/plosone/article/figure/image?size=medium&id=10.1371/journal.pone.0311550.g001
https://journals.plos.org/plosone/article/figure/image?size=medium&id=10.1371/journal.pone.0311550.g002
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当轴移动到孔的中心线以消除位置偏差 Δl时，不能像圆形轴-孔组件那样忽略 x轴

和 y轴偏差，从而导致图 2B所示的多表面接触状态。此时，需要进一步绕 z轴旋转

才能Δy=0继续执行插入任务。图 2C说明了线接触状态 Δy=0，Δl→0，其中其他

两个轴尚未匹配，如果不及时纠正，将导致图 2D 所示的多线接触，导致刮擦孔壁。

还有更复杂的接触状态，无法满足方轴和孔的装配要求。 

总之，对于方轴孔装配，装配轴的接触面中心必须与孔的中心线对齐，表示为

Δl=0。关于方向，对于非对称的方轴孔组件，只有当沿所有三个轴的方向完全匹配

时，才能进行下一个插入阶段，表示为（Δx，Δy，Δz）=0。 

方形轴孔组件需要比圆形轴孔组件高得多的精度，因此需要开发专门的组件策

略，以适应圆形轴孔组件的要求。对于圆形轴孔装配任务，各种成熟的智能控制算

法，如 DQN和 DDPG，可以有效地解决这些问题。然而，它们的控制策略并不适合方

轴-孔组件所需的严格方向匹配。 

根据前面的分析，这两种类型的装配任务之间的主要区别在于方向的控制。为

了应对这一挑战，提出了一种独立控制位置和方向的策略，以降低方轴孔装配任务

的难度。此策略引入了 MADDPG算法来协调位置和方向的控制。但是，此算法通常用

于独立实体之间的协作控制。在串行机械臂的情况下，关节表现出一定程度的耦合，

MADDPG的协作能力受到一定限制，这阻碍了其在精确装配任务中的有效性。为了克

服这些限制，引入了 DE-MADDPG 算法。通过集成解耦模块，该算法减少了位置和方

向控制之间的耦合，从而提高了整体装配性能。 

3.2 机械臂智能体配置分析 

装配任务的重点是机械臂，选择川崎 BA006N 模型作为控制对象。该工业机器

人由通过六个旋转关节互连的刚性链节组成。研究手臂的运动状态涉及检查每个链

接之间的相对运动关系，因此需要在笛卡尔坐标系中为每个关节建立坐标系。DH模

型通常用于描述关节坐标系之间的变化，分为标准 DH（SDH）和修正型 DH（MDH）。

主要区别在于建立参考坐标的位置：SDH 在 i-1链接的末端建立 i坐标系，而 MDH在

i关节处建立 i坐标系。为了更直观、更简洁地描述机械臂配置，本研究采用 MDH模

型进行建模，只需要四个参数来表示相邻关节坐标系之间的转换。 

在此模型中：链接长度（a）是相邻关节轴之间公共垂直线的长度。链接扭曲角

https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g002
https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g002
https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g002
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度（α）是相邻接榫之间形成的角度，正方向由右手定则确定。链接偏移量（d）是

前一个关节轴和当前关节轴的公共垂直线在当前轴上的投影之间的距离。关节角度

（θ）是两个链接绕其公共轴的旋转角度。 

i 关节的坐标系可以通过绕 x 轴旋转角度从 i-1 关节的坐标系转换 αi−1，沿 x

轴平移距离αi−1，绕 z轴旋转角度θi，最后沿 z轴平移距离 di.相邻坐标系之间的

这种转换表示为： 

               (6) 

其中 s 表示正弦，c 表示余弦，是坐标系的齐次变换矩阵，（α，a，θ，d）

表示变换矩阵的 DH参数。基于关节与各种数据之间的关系，使用 MDH建立关节坐标

系，每个关节的 DH参数如表 1 所示，形成机械臂的初始配置。  

 

表 1.BA006N 机械臂的 DH参数 

将所有关节变换矩阵相乘，在基础坐标系和末端效应器坐标系之间生成齐次

变换矩阵。由于坐标变换参数只涉及关节角度，反映了末端执行器在笛卡尔空间中

的位姿与机械臂关节旋转角度之间的映射关系，因此定义为机械臂的运动学方程 F

（θ）： 

                 (7) 

其中 P 表示末端执行器在机械臂基础坐标系中的位置矩阵，表示为 P=[px，py，

pz]
T，R 表示末端执行器在 3×3 笛卡尔空间中的方向旋转矩阵，由沿主轴方向（x，

https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-t001
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y，z）的单位向量组成的矩阵表示，表示为[n o a]。 

             (8) 

除了旋转矩阵之外，描述方向的其他方法还包括欧拉角和四元数。Euler 角度

只需要三个角度来描述轴之间的旋转，但它们对旋转顺序有严格的要求，并且在连

续姿势中可能会遇到万向节锁定问题。四元数将方向旋转定义为围绕特定旋转轴旋

转指定角度，从而有效避免万向节锁定。它们只需要一个由一个标量和一个三维向

量组成的四维向量来表示，与旋转矩阵运算相比，减少了数据存储，提高了计算效

率，并能够平滑地描述连续姿势中的方向变化。四元数的表达式为： 

                           (9) 

其中 ω 表示标量实部，而 i、j 和 k 构成虚构的三维向量，满足

i2=j2=k2=i⋅j⋅k=−1，其中ω、a、b和 c 都是实数。计算四元数范数的公式为： 

                       (10) 

当四元数范数等于 1时，它是一个单位四元数。除非另有说明，否则本文中描

述的所有四元数都是单位四元数。为了明确描述方向的旋转关系，它们表示如下： 

   (11) 

其中θ表示旋转角度，表示旋转轴，表示旋转轴的方向矢量。  

旋转矩阵和四元数用于以不同的方式描述方向，并且可以相互转换。从机械臂

运动学得到的旋转矩阵 R被转换为四元数 q来描述方向，变换公式为： 

                         (12) 

            (13) 

利用方程（7）所示的正向运动学，可以获得装配轴端的位置和方向，并基于上

一节提出的位置和方向分离控制的方法，对川崎 BA006N机械臂进行了智能智能体的

设计。BA006N 机械臂符合标准 Pieper 标准，其中三个相邻的关节轴要么在一个点

相交，要么沿三个轴平行。对于这种类型的机械臂配置，最后三个关节构成机械臂

https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone.0311550.e014
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的手腕，主要控制末端执行器方向 R，而前三个关节主要控制手腕位置，从而影响末

端位置 P的变化。 

在分离位置和方向控制的多智能体系统的上下文中，机械臂的前三个关节被定

义为智能体 1，后三个关节被定义为智能体 2。多智能体轴组装的示意图如图 3 所

示。 

 

图 3.多智能体轴组件示意图 

 

3.3 解耦多智能体确定性深度确定性策略梯度算法 

MDDPG 算法已成功应用于无人机和多机器人协作等领域。然而，在图 3 所示的

串行机械臂的多智能体控制的背景下，这两个智能体之间的强耦合导致动作执行过

程中产生显着的相互影响，加剧了合作任务中智能体之间的竞争关系，并阻碍了适

当联合策略的稳定学习。 

为了解决这个问题，提出了 DMDDPG 来减少智能体之间的耦合。DMDDPG是 MDDPG

的增强版本，利用集中式训练和分布式执行框架。与 MDDPG 相比，它不仅包含一个

用于集中培训的全球 Critic 网络，还包含一个本地 Critic 网络，旨在让每个智能

体仅评估自己的本地状态和行动。这种设计允许每个智能体更多地关注自己的行为，

从而提高算法的效率和稳定性。每个智能体的策略更新不仅考虑全局最优值函数，

还考虑其自己的局部值函数是否正在向最优方向更新。这种解耦方法可以防止次优

和不稳定的解决方案，以及策略中全局最优奖励在群体中的主导地位，确保每个智

能体都能快速有效地学习最佳策略。 

本地 Critic 网络的训练只需要当前智能体的观察和状态来评估其动作，通过

https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g003
https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g003
https://journals.plos.org/plosone/article/figure/image?size=medium&id=10.1371/journal.pone.0311550.g003
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损失函数获得本地 Q值： 

                        (14) 

                        (15) 

其中φi表示 ith智能体。 

在引入本地 Critic 网络后，对每个智能体的 Actor 策略网络的更新需要全球

Critic 网络和本地 Critic 网络的参与，以便在探索本地最优解决方案的同时探索

全局最优解决方案。i的策略梯度计算 thagent则变为： 

   (16) 

DMDDPG算法的伪代码如表 2 所示。 

 

表 2.DMDDPG 算法的伪代码 

3.4 多智能体动作状态空间定义 

状态空间的设计在深度强化学习算法中至关重要，因为它定义了智能体需要观

察的环境状态，使价值函数能够客观地评估动作的质量。在第 1节对轴-孔装配任务

https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-t002
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的分析中，主要通过比较轴和孔接触面之间的姿态来判断装配完成。装配孔固定在

工作平台上，其在世界坐标系中的准确姿态是已知的。孔接触面的中心点位姿定义

为，轴接触面的位姿信息由机械臂的正向运动学获得：。为了实现装配目标，还必

须确保将轴插入到指定的深度 h。 

 

在设计的多智能体算法中，关节状态空间 S定义为： 

                        (17) 

                                 (18) 

其中 o1表示智能体 1的状态空间，它控制结束位置状态，其中该智能体还控制

轴孔插入的深度。o2 表示智能体 2 的状态空间，用于控制结束方向状态，仅关注装

配过程中的姿势匹配。 

通过 DMDDPG 算法，机械臂自主学习在面对不同状态空间时输出每个关节的运

动角度，使装配轴能够顺利实现装配目标。因此，两个智能体的动作空间分别定义

为关节 1-3和关节 4-6的旋转角度。联合动作空间 A定义为： 

                            (19) 

                        (20) 

3.5 多智能体奖励功能设计 

由机械臂控制的轴孔组件是连续动作空间中的复杂作任务。为完成任务目标而

获得的奖励称为主线奖励。但是，在高难度的探索任务中，仅仅依赖主线奖励会使

算法难以收敛或导致收敛缓慢，这种情况被称为稀疏奖励问题。为了克服这些问题，

需要引入额外的奖励组件，使奖励函数更加密集。这有助于引导智能体更有效地探

索环境，从而加快收敛速度并提高深度强化学习算法的性能。这些类型的奖励函数

称为辅助奖励。根据轴孔装配过程中寻孔、对中、插入三个阶段的不同特点，设计

了不同的阶段特异性奖励函数，主要分为子目标奖励函数和整形奖励函数。 
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3.5.1 主线奖励功能 

主线奖励旨在为强化学习设定任务目标。在执行轴-孔装配任务时，只有在以下

情况下才能获得奖励：（1）轴-孔姿态完全匹配，（2）装配轴轴线与孔中心线对齐，

以及（3）轴插入深度达到指定深度，从而满足成功装配的要求。 

在时间 t，每个智能体执行联合动作，计算距离 S T+1轴接触面与孔中

心线之间的轴-孔组件在状态 Δβ 下的姿态偏差 Δl。如果未满足指定的装配精度

要求，则执行下一个迭代循环，直到满足插入要求。在轴孔插入阶段，距离 Δl 和

姿态偏差Δβ必须保持在误差范围（l，β）内。任务完成奖励 rvc当插入深度 h时

获得 s达到指定深度 h，表示组装成功。组装任务流程图如图 4 所示。 

 

图 4.程序集任务流 

 

主线任务奖励可以定义为： 

                    (21) 

其中 Rg仅在 Assembly成功后反映 reward feed back，作为结束每个训练轮次

的信号。如果 Rg为 0，则智能体根据误差幅度 r继续执行下一个作 rvc=100在训练期

间。 

 

3.5.2 子目标奖励函数 

设置子目标奖励和其他辅助奖励主要是为了引导探索过程，缩小环境中智能体

的无效探索范围，提高效率。在探索和完成主要任务的过程中，这个过程被进一步

https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g004
https://journals.plos.org/plosone/article/figure/image?size=medium&id=10.1371/journal.pone.0311550.g004
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分解为子目标，让智能体首先学会完成这些子目标。这种方法增加了后续探索主线

任务的概率，最后，在主线奖励和辅助奖励的指导下，完成组装任务。为了提高装

配效率，引入了惩罚函数，以确保快速安全地实现每个目标。三个子目标奖励函数

主要设计如下： 

1. 碰撞惩罚功能：精度在机器人轴和孔的组装中至关重要，在工业生产中严禁

碰撞，在训练过程中应避免碰撞。为了执行这一原理，在机械臂和装配轴之间安装

了测量力/扭矩的传感器，以检测实时接触力 F。在装配过程中，力或扭矩会因状态

修改而缓慢变化，但碰撞会导致突然的峰值。通过设置阈值 F 林对于这些峰值，当接

触力超过此阈值时，会检测到碰撞，从而终止当前勘探轮次并施加处罚。罚函数 RF

的定义如方程（22）所示，其中反馈值 rfl=−100在训练期间设置。 

                         (22) 

2. 角度惩罚函数：集成到勘探过程中的持续奖励惩罚效应通常优于一

次性奖励。长期积累的奖励轻松超越稀疏奖励，为算法提供更强的指导。这

种方法提供与当前动作状态直接相关的即时反馈，有利于神经网络在中间学

习过程中更好地提取特征。为了提高勘探效率并防止阻碍收敛的局部振荡，

角度惩罚函数将每个节理的旋转角度作为定量目标。角度罚函数定义为 Rθ: 

                           (23) 

其中每个关节的旋转角度 θiWithinoneStep 以弧度为单位进行测量。为避免阻

碍收敛的初始高惩罚，每个步骤中这六个旋转角度之和的对数用作惩罚值。考虑到

关节运动约束和安全稳定性，最大允许关节旋转角度为 3°，对应 θi∈[0,0.052]和

Rθ∈[0,0.273]。 

3. 智能体装配虚拟空间：装配的任务空间是机械臂较大的作工作空间中一个相

对较小的区域。让机械臂探索整个工作空间效率低下，并导致大量无意义的学习。

此外，结合碰撞和角度惩罚可能会导致机械臂进入不正确的学习状态。为了更好地

指导组装任务的完成并提高初始勘探效率，定义了一个球形虚拟空间，以组装孔接

触面的中心为原点，如图 5 所示。在下一节中，将根据每个智能体的移动特征定义

每个智能体的奖励函数。这涉及奖励的持续积累，鼓励智能体更接近任务目标以获

https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone.0311550.e061
https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g005
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得更高的奖励。为了更快地收敛到装配任务区域，只有当轴位于定义的虚拟空间内

时，才会累积奖励。在此空间之外，不会提供任何奖励。在虚拟空间中，比较位置和

方向偏差，并提供正奖励以更有效地指导智能体成功组装。 

 

图 5.轴孔装配虚拟空间 

虚拟空间由半径 VS 定义 φ，由装配孔的基本尺寸决定，VSφ=σ⋅φ。φ 表示装

配孔的直径，σ 是根据轴装配体的尺寸和机械臂的装配环境调整的缩放系数。通过

仿真实验发现，当系数过大时，初始奖励很高，但学习进度缓慢，导致最终收敛奖

励较低，即次优。相反，如果系数太小，目标的初始探索时间会延长，并且进入时会

阻碍对位置和姿势的及时调整，从而使最终收敛变得困难。通过测试，发现虚拟空

间半径系数的稳定范围为 σ∈（1.5,3）。在此范围内，机械臂可以快速定位目标区

域，并有充足的时间调整其位置和姿势。 

3.5.3 塑造奖励函数 

Shaping 函数也是辅助功能，与子目标奖励函数不同。它们的主要作用是根据

智能体的状态添加一种势能函数。它们测量智能体在执行作后在新环境中的状态与

目标状态之间的差距。差距越小，相应的奖励就越高，反之亦然。奖励功能需要根

据每个智能体执行的任务和他们需要实现的目标来设计。在轴孔装配中，局部奖励

函数是为控制位置和姿势的智能体单独设计的，称为局部奖励函数。 

1. 基于位置的奖励功能：在方形和圆形轴孔的装配中，它们对位置匹配的要

求是相同的。为了便于观察，研究者以圆形轴孔为例来设计一个基于位置的奖励函

数。对于仅控制位置的智能体，确保轴接触面的中心正上方孔的中心至关重要。因

此，中心点 PM轴接触面的 X-Y 平面上，并且基于距离 L 的奖励函数 s轴和孔之间设

https://journals.plos.org/plosone/article/figure/image?size=medium&id=10.1371/journal.pone.0311550.g005
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计，如图 6 所示。此距离根据虚拟空间半径进行标准化，以确保它不会因装配孔和

虚拟空间的大小而改变。奖励函数 rL对于水平距离定义为： 

          (24) 

其中 L的较小值 s，表示距离较近，奖励较高，rL∈（0,1）。 

 

图 6.轴孔接触面中心点之间的投影距离 

同样，使用相同的方法定义 Z轴方向垂直距离的奖励函数，以防止轴孔之间的

碰撞，直到通过添加加权系数实现姿势匹配。主要计算是垂直距离 Lz轴-孔接触面的

中心点之间，如图 7 所示。仓位匹配阶段的奖励函数定义为 rz: 

           (25) 

其中λ∈（0,1）是加权系数，rz∈（0，λ）的 URL中。当 λ较小时，沿 Z轴

方向接近时获得的奖励值较小，并且智能体相对于 X-Y 平面运动的引导较弱，从而

允许智能体优先考虑更靠近水平位置，为姿势调整提供更充足的时间。 

 

图 7.轴孔接触面中心点之间的垂直距离 

https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g006
https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g007
https://journals.plos.org/plosone/article/figure/image?size=medium&id=10.1371/journal.pone.0311550.g006
https://journals.plos.org/plosone/article/figure/image?size=medium&id=10.1371/journal.pone.0311550.g007
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满足位置和姿势的要求后，插入阶段开始。在此过程中，姿势保持不变，在 X-

Y 轴方向上没有移动。只需要观察插入深度是否 hs 满足组装要求，插入过程如图 8

所示。 

 

图 8.轴孔插入 

插入阶段奖励函数定义为： 

                     (26) 

其中，r 在∈（l，e）。 

这三个奖励函数共同构成了持仓奖励函数。根据轴孔装配工艺，可分为插入前

和插入后两个阶段。位置奖励函数 R1是： 

          (27) 

其中 rs和 rz每完成一步后，将在虚拟空间中累积奖励值;r 在将从位置和姿势达

到要求开始累积奖励以执行插入阶段，并且 rz 将不再计算此状态下的奖励值。R 的

值范围 1在这两个阶段中是： 

               (28) 

2. 基于姿势的奖励功能：方孔的组装需要三个方向偏差量才能满足任务要求。

使用旋转矩阵来表示 poses 与 correction 量之间的偏差，将显著增加算法计算量。

因此，四元数用于描述姿势。通过 Eq（11），四元数可以转换为旋转矩阵。四元数

仅使用四个元素来表示空间中的任何姿势向量，两个向量在相反方向上的最大角度

为 R2.因此，姿势奖励函数 π由四元数之间的角度定义： 

https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g008
https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g008
https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone.0311550.e018
https://journals.plos.org/plosone/article/figure/image?size=medium&id=10.1371/journal.pone.0311550.g008
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                    (29) 

其中 qM=(ωm，一个 m，bm，cm）是轴接触面的位姿，qG==(ωg，一个 g，bg，cg）

是孔接触面的位姿;R2∈（0，π），则从进入虚拟空间开始累积奖励值，直到

组装完成。 

综上所述，控制仓位的智能体的仓位奖励函数为 R1，并且控制 posture的智能

体的 pose 奖励函数为 R2.它们各自的奖励值范围不同。姿势调整是最关键的部分，

需要智能体快速准确地调整插入姿势并保持它以获得更高的奖励。在沿孔中心线插

入期间，鼓励姿势调整和位置接近，奖励重量较低，从而留出足够的空间和时间。

接触后，位置奖励权重增加，鼓励智能体更快更好地完成组装任务。结合主线任务

奖励 Rg、碰撞罚函数 RF和角度惩罚函数 Rθ，基于深度强化学习的轴-孔装配的总体

奖励函数为： 

              (30) 

其中 Returnt代表机器人获得的总奖励值，γ是累积的奖励衰减系数。 

 

4. 轴孔装配仿真实验 

4.1 搭建机械臂仿真环境 

4.1.1ROS 系统介绍 

机器人作系统（ROS）是一个用于开发和控制机器人的开源系统。它提供了一种

结构化的方式来构建复杂的机器人系统，其中每个功能模块都作为节点独立运行。

这些节点由节点管理器（Master）管理，该节点使用 TCP/IP通信在它们之间建立连

接，从而实现分布式网络控制。节点通过发布（Talker）和订阅（Listener）消息进

行通信，利用主题和服务等通信模型来促进 ROS内不同范式下的信息交换。 

4.1.2 Gazebo 物理仿真平台 

Gazebo 是一个 3D 物理仿真平台，可快速构建机器人模型。为了增强模拟机器

人的真实感，它与各种 2D和 3D设计软件（如 CAD和 SolidWorks）连接。SolidWorks
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中机械臂模型的详细设计使用 sw_urdf_exporter 插件将 3D 模型转换为 URDF 文件，

适用于仿真环境中的真实建模。Gazebo 允许向模型添加物理参数，例如质量、摩擦

系数、惯性矩阵和碰撞属性，使仿真环境更类似于真实世界的物理环境。此外，Gazebo

还支持机器人运动学仿真，验证构造机器人中的算法。为了进一步真实地匹配物理

状态，Gazebo包括一个全面的传感器模型数据库，其中包含摄像头、陀螺仪、扫描

仪和其他可以直接添加和调用的常用传感器，支持根据任务要求创建新传感器。 

4.1.3 Move It！运动规划器 

Move It！是一个基于 ROS 的开源软件框架，用于机器人的运动规划和控制。

它提供了一系列工具和库，包括运动规划器、碰撞检测器和运动控制器，有助于快

速开发机器人应用程序。Move It！包的核心节点是 Moving Group，它本身虽然功能

不丰富，但与其他独立的功能组件集成，提供 ROS动作命令和服务。 

为了在具有已知初始和目标姿势的环境中实现机械臂的运动控制，运动规划器

会计算出适当的运动轨迹，将机械臂引导至目标姿势。在满足环境约束（如位置、

方向和速度）后，规划器会计算中间状态。 

4.1.4 构建机械臂仿真模型 

为了在 Gazebo 仿真环境中构建机械臂模型，通常由 3D 软件生成的 URDF 文件

用于构建。这些 URDF文件以 XML编写，主要描述机械臂的链接和关节。要在 Gazebo

中进行仿真，需要为每个链接添加物理属性，例如重量和惯性参数（惯性标签），并

添加碰撞检测 3D 模型（碰撞标签）来检测碰撞。机械臂轴孔组件模型显示在 3D 可

视化工具 Rviz中，如图 9 所示。 

 

图 9.机械臂轴孔装配模型 

https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g009
https://journals.plos.org/plosone/article/figure/image?size=medium&id=10.1371/journal.pone.0311550.g009
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4.2 装配模拟训练 

4.2.1 网络训练参数 

在 DMDDPG算法中，每个智能体都有一个 Actor网络和两个 Critic网络。Actor

网络输入当前观察到的状态，并输出当前状态下每个可能动作的值，通常使用输出

层中的 Tanh 激活函数在[−1,1]范围内缩放输出值。Critic 网络输入当前状态和动

作，并输出智能体体的预期回报，即给定状态和动作的 Q 值。为避免训练困难和过

度拟合，每个网络都设计为三层全连接神经网络。 

用于轴孔组装任务的 DMDDPG算法的训练参数如表 3 所示。 

 

表 3.网络训练超参数 

4.2.2 组装实验对象 

第 3.1节分析了圆形和方轴孔的装配过程，并探讨了与方轴孔装配相关的更高

难度。提出了一种基于 DE-MADDPG 的装配方法，该方法也适用于更简单的圆形轴孔

装配。为了验证 DE-MADDPG 算法在单个机械臂中的可行性及其在处理不同难度任务

中的稳定性，以圆形和方形轴孔作为测试对象进行了实验。 

轴孔的具体结构参数如下：对于方形轴孔组件，使用边长为 25mm、组件间隙为

0.8mm、插入深度为 100mm的方轴孔，如图 10A 所示。对于圆形轴孔组件，选择 40mm

的基座直径、0.8mm 的装配间隙和 100mm 的插入深度，如图 10B 所示。 

https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-t003
https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g010
https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g010
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图 10.组装议题 

（a）方轴孔组件;（b）圆形轴孔组件。 

4.2.3 DE-MADDPG轴孔组件的实验结果和分析 

在为机械臂装配任务建立的仿真控制系统中，DE-MADDPG 算法用于圆形和方形

轴孔装配的仿真训练。经过 15,000次迭代的学习，两个装配环境的累积平均总奖励

如图 11 所示。 

 

图 11. DE-MADDPG 算法在圆形轴孔和方形轴孔装配中的奖励曲线 

该算法的奖励值在两个装配环境中收敛到稳定状态，证明了将单个机械臂分解

为两个智能体（一个控制末端执行器位置，另一个管理方向）并使用 DE-MADDPG 算

法协调它们的控制的可行性。 

如图所示，在大约 3000集的初始探索阶段，两个组装任务的奖励值曲线相似。

在这个阶段，智能体主要学会了从初始配置开始通过空间探索来快速定位孔洞。在

随后的对准和插入阶段，需要不太严格的方向控制的圆形轴孔组装任务的奖励值迅

速增加并稳定在第 4,500集左右，最终稳定的平均奖励为 202.52。相比之下，方轴

https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g011
https://journals.plos.org/plosone/article/figure/image?size=medium&id=10.1371/journal.pone.0311550.g010
https://journals.plos.org/plosone/article/figure/image?size=medium&id=10.1371/journal.pone.0311550.g011
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-孔组装任务需要多轮学习才能在正确定位孔后实现所需的姿态匹配。因此，奖励值

在第 6,000 集左右开始稳定下来，最终平均奖励略低于圆形轴孔组件的奖励，为

199.46。 

4.3 比较实验分析 

4.3.1 DMDDPG 和 DDPG 的比较组装实验 

DDPG作为一种单智能体算法，在轴孔装配任务中得到了广泛而成熟的应用，但

大多数装配对象主要涉及圆形轴孔。圆轴孔和方轴孔装配任务使用与 DMDDPG算法相

同的参数执行，以对比分析多智能体算法和单智能体算法在控制单个机械臂装配任

务方面的性能差异。 

DDPG作为单智能体算法，使用整体环境 S评估动作 A，并将总奖励值 R反馈给

智能体以更新动作策略。算法过程可以简化，如图 12 所示。 

 

图 12.简化的 DDPG流程 

为了直观地比较与 DMDDPG算法的差异，根据表 2 所示的 DMDDPG算法，将其简

化为图 13 所示的算法流程图。 

 

图 13.简化的 DMDDPG 工艺流程图 

总奖励值 R 包括本地奖励 r1和 r2的智能体，即本地奖励。在训练过程中，多智

能体不仅使用整体环境 S 和总奖励值 R，还使用智能体自身的观察环境和状态 oi，

以及本地奖励值，共同指导智能体的策略更新。这是 DMDDPG 算法和 DDPG 算法的最

大区别。 

为了评估标准的一致性，DDPG还使用方程（30）中定义的总奖励函数进行学习

和训练，状态空间 S=（FG，FM(θ），h）和动作空间 A=（θ1，θ2，θ3，θ4，θ5，

https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g012
https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-t002
https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g013
https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone.0311550.e070
https://journals.plos.org/plosone/article/figure/image?size=medium&id=10.1371/journal.pone.0311550.g012
https://journals.plos.org/plosone/article/figure/image?size=medium&id=10.1371/journal.pone.0311550.g013
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θ6). 

DDPG算法使用表 3 中概述的网络参数进行设计，适用于圆形和方形轴孔组件的

训练。将 DDPG算法获得的累积平均总奖励与使用 DE-MADDPG算法获得的奖励进行比

较，如图 14 所示。 

 

图 14.DMDDPG 和 DDPG的累积平均总奖励价值 

DDPG算法的最终训练结果显示收敛到稳定状态。然而，在最初的探索阶段，它

缺乏对位置和方向的准确控制，导致在空间中盲目作。因此，每次迭代奖励值比 DE-

MADDPG算法低约 40个点，并且在探索的后期缓慢增加。 

在圆形轴孔组件（图 14A）中，DDPG 算法开始稳定大约 12,000 次发作，与 DE-

MADDPG 相比，需要的训练周期是 DE-MADDG 的三倍。最终奖励值收敛到 198.43，与

DE-MADDPG 差异最小，这表明两种算法都学习了相似的最优组装策略。对于方形轴孔

组件（图 14B），DDPG算法的奖励值也显示出 12,000次发作左右的收敛趋势，但继

续略微增加，直到训练期结束，并且尚未完全稳定。最终奖励值约为 165，比 DE-

MADDPG低约 35分。 

对比实验表明，DE-MADDPG 算法在训练效率方面具有明显优势。它在不同复杂

程度的任务中保持稳定的性能，与 DDPG 算法相比，它在汇编任务中表现出卓越的效

果。 

4.3.2 DMDDPG 和 MDDPG 的比较组装实验 

DMDDPG算法基于 MDDPG算法，旨在通过结合本地评估函数进行解耦来解决多个

智能体之间的耦合问题。通过将 MDDPG 算法应用于相同的组装任务，研究者以比较

https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-t003
https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g014
https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g014
https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g014
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添加本地评估函数带来的性能变化。MDDPG 算法的训练过程被简化，如图 15 所示。 

 

图 15.简化 MDDPG 流程 

与图 15 所示的简化 DMDDPG 过程相比，唯一的区别是没有局部奖励函数评估。

动作状态空间（A，S）和奖励（R）定义与 DMDDPG算法一致。使用相同的网络参数，

采用 MDDPG 算法进行圆轴孔和方轴孔的装配训练。累积平均总奖励值的比较如图 16

所示。 

 

图 16.DMDDPG 和 MDDPG的累积平均总奖励价值  

如图 16 所示，DE-MADDPG 和 MADDPG 算法的最终收敛状态几乎相同，这证明了

多智能体方法的优越性。然而，与 DE-MADDPG 相比，MADDPG 的初始探索奖励较低，

并且在 3,000 集之前奖励价值的增加并不是特别显着。这是因为系统无法在仅全局

奖励的指导下有效地将任务分配给各个智能体，再加上智能体之间有很强的竞争互

动。因此，与 DE-MADDPG相比，MADDPG算法需要大约 3000个额外的训练集才能达到

收敛状态。在方形轴孔组件（图 16B）中，一旦实现收敛，耦合的存在会导致奖励值

出现相当大的波动，这表明系统不稳定。DE-MADDPG算法中解耦模块的引入使其能够

更好地处理智能体之间强耦合的环境，提高训练效率，提高系统稳定性。 

4.4 组装实验验证 

https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g015
https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g015
https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g016
https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g016
https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g016
https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g016
https://journals.plos.org/plosone/article/figure/image?size=medium&id=10.1371/journal.pone.0311550.g015


 

 46 / 52 

 

方轴孔的装配训练使用了 3种算法，均实现了稳定收敛。为了验证算法策略的

有效性，使用 DDPG、MDDPG和 DMDDPG算法在仿真环境中对圆形和方轴孔进行了 500

次装配测试。测试结果如表 4 所示。 

 

表 4.三种算法的汇编结果比较 

表 4 中的标准差反映了汇编任务执行时间的可变性，值越小表示算法在不同环

境中的性能稳定性越高。在圆形轴孔装配中，与 DDPG算法相比，两种多智能体算法

（DE-MADDPG 和 MADDPG）都证明了总装配时间的改进，分别提高了 8.7%和 6.6%。此

外，对于多智能体算法，平均单次组装时间的标准差显着降低，表明组装过程的稳

定性更高。对于方轴孔装配，DE-MADDPG 算法比 DDPG算法有显著改进，单次装配时

间缩短了 8.28秒，装配效率提高了 13.2%。尽管与圆形轴孔组件相比，单次装配时

间的标准偏差略有增加，但仍在可接受的范围内。在这两种组装环境中，多智能体

算法始终实现 80%以上的组装成功率。值得注意的是，DE-MADDPG 算法在圆形轴孔装

配中实现了 92.4%的成功率。 

5. 装配试验台实验 

5.1 测试台架的设置 

5.1.1 测试台的组件 

在这个实验中，选择配备了运动控制器的川崎 BA006N 机械臂作为主要控制对

象。世界坐标系的原点设置在机械臂的底部。构建一个装配平台，平台中心点的坐

标参数在世界坐标系内确定。装配对象为边长 25mm、装配深度为 100mm、装配间隙

为 0.8mm 的方轴孔，位于装配平台的中心。测试台设置如图 17 所示。 

https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-t004
https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-t004
https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g017
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图 17.用于方轴孔组件的测试台 

川崎 BA006N 机械臂的重复精度为±0.06 毫米，最大有效载荷为 6 公斤，适用

于组装任务。在装配轴和机械臂之间安装了一个力/扭矩传感器，用于检测碰撞，碰

撞阈值为 Fi通过下一节讨论的接触实验确定。在每次训练期间，机械臂初始姿势的

关节角度固定在，初始配置如图 17 所示。如图 17 所示，在装配轴端点的接触面上

建立坐标系 M。位置和方向信息 F M(θ）在初始状态下。 

           (31) 

测试台安装在固定位置，通过机械臂的标定确定测试平台中心点在世界坐标系

内的位置，建立台架的坐标系 B。装配孔安装在中心点，并根据结构尺寸在装配孔的

接触点中心建立坐标系 G。位置和方向信息 FG 然后确定世界坐标系中装配孔的接触

点中心。 

                  (32) 

根据 3.2 节中的方向分析，为了便于计算，表达式 RM和 RG转换为四元数形式，

从而产生方向 qM和 QG或分别是轴和孔。 

                  (33) 

https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g017
https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g017


 

 48 / 52 

 

5.1.2传感器碰撞阈值设计。 

安装在装配轴和机械臂之间的力/扭矩传感器用于检测轴与周围环境之间的碰

撞。表 5 中详细说明了传感器的最大范围和精度。 

 

表 5.力/扭矩传感器参数 

在实验之前，传感器在空载状态下进行校准。一旦连接装配轴，它就会引入一

定的负载力和扭矩。在机械臂的运动过程中，端点轴状态的变化将导致力和扭矩的

变化。运动控制算法对每步中的允许旋转角度施加限制，以最大限度地减少小角度

连续旋转期间加速度对力和扭矩的影响。因此，传感器观察到的力和扭矩变化仅与

轴的当前状态有关。在正常运动期间，力和扭矩在单位时间内的变化率应保持在一

定范围内。超过此阈值表示轴的状态突然变化，表明发生了碰撞。 

碰撞阈值对于轴孔装配的成功至关重要。如果阈值设置得太低，即使与环境轻

微接触也会触发碰撞惩罚并终止训练。这可能会阻止智能体学习有效的优化策略，

从而使算法难以收敛。相反，如果阈值设置得太高，系统即使在接触后也可能继续

探测，如果反馈调整不及时，会导致对组件轴孔造成不可逆的损坏。 

在实际场景中，需要通过初步实验来设置合适的碰撞阈值。在装配过程的接近

阶段，竖井可能会与工作环境发生碰撞，这在早期勘探阶段很常见。经过充分的学

习，可以有效避免这些碰撞。在搜索和插入阶段，接触主要发生在轴和孔之间，这

种接触一直持续到算法稳定下来。此外，需要特别注意方轴孔装配过程中的复杂条

件。 

为了评估不同的力条件，在各种接触状态下测试方轴孔。孔被放置在固定位置

而没有固定，严重的倾翻被视为碰撞状态。进行了三个实验：（a）外墙接触：这模

拟了搜索阶段竖井与环境之间的碰撞。（b）与孔表面接触：这对应于姿势对齐阶段。

（c）与孔边缘的线接触：这发生在插入阶段，此时可能会与孔壁发生碰撞。这些接

触状态的相应力和扭矩变化如图 18 所示。 

https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-t005
https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g018


 

 49 / 52 

 

 

图 18.不同接触状态下的力变化 

在外部接触状态下，力和力矩都会发生显著变化，最大变化为 ΔFz=10N 和

Δmx=1N⋅m。在表面接触过程中，会发生位置和角度偏差，其中 y 轴力在 ΔF 处的变

化最大 y=11N，并且沿 x 轴和 z 轴的力矩发生显著变化，表示为 ΔMx=ΔMz=0.11N⋅m。

在观察到线接触的插入阶段，主要问题是角度偏差，力变化最小，力矩变化最大

ΔMy=0.23N⋅m。 

根据上述分析，在装配过程中确保力和力矩都保持在安全范围内至关重要。为

了防止机械臂运动引起的力和力矩变化导致系统误判，碰撞条件 Fi设置为每单位时

间步长的接触力和力矩的最大变化率，导致条件 Fmax=50N/s和 Mmax=0.5N⋅m/s。当所有

三个方向上的力和力矩变化率都在可接受的范围内时，当前时间步长内的动作被认

为是安全可行的。 

5.2 实验结果分析 

“Move it!”与川崎 BA006N 机械臂控制柜通过 TCP/IP 协议进行通信。DE-

MADDPG算法的网络参数如表 3 所示。根据仿真实验，在这两个装配任务中，收敛通

常发生在 7000次左右。为了节省时间和成本，最大剧集数设置为 10,000。DE-MADDPG

算法用于在安全条件下执行方轴-孔任务的 10,000 个训练组件，并将结果与仿真环

境中的结果进行比较，如图 19 所示。 

https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-t003
https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g019
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图 19.实验和模拟训练的平均奖励曲线 

尽管实验环境和理想化的仿真环境之间存在一些差异，但在实际训练中仍然实

现了向稳定性的收敛。在最初的探索阶段，改进是缓慢的，因为算法会学习适应机

械臂的动作环境。3000集左右，奖励迅速增加。然而，在后期收敛阶段，由于机械

运动过程中的系统误差和不稳定性，稳定性存在相当大的波动。尽管如此，奖励值

稳定在 8000集左右，最终平均奖励略低于模拟结果，最终为 182.35。 

5.3 泛化实验 

为了验证训练结果的可行性和推广性，通过改变工作区内装配孔的位置坐标来

进行方轴孔的装配测试。装配训练由算法的 reward 函数中的位置和方向匹配指导。

为了评估训练模型在不同任务条件下的性能，设置了四个实验：（1）实验 1：固定

位置的装配，（2）实验 2：工作平面内不同位置的装配，（3）实验 3：固定位置但

装配孔相对于工作平面倾斜 45°的装配，（4）实验 4：倾斜 45°和可变位置的组

装。固定位置组件和 45°倾斜组件如图 20 所示。每组进行了 100次组装试验，根据

空间关系计算位置和方向变化后接触面的中心坐标。测试结果总结在表 6 中。 

 

图 20.方轴孔的装配实验对象 

https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-g020
https://journals.plos.org/plosone/article?id=10.1371/journal.pone.0311550#pone-0311550-t006
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表 6.方轴孔组件的比较实验 

比较实验 1 和 2，位置的变化导致运动轨迹改变，从而导致平均组装时间更长，

从 61.32 秒增加到 72.89 秒，尽管成功率保持在 80%以上。在实验 1 和 3 之间，仅

改变装配孔的方向，平均时间仅增加了 5.42 秒，但成功率从 84%下降到 73%。将实

验 4 与实验 2 和 3 进行比较，可以明显看出，位置变化主要增加组装时间，而方向

变化主要影响成功率。该实验证明了使用 DE-MADDPG 算法将单个机械臂划分为两个

智能智能体的可行性，这些智能智能体控制装配任务的位置和方向。此外，通过改

变装配孔的位置和方向，验证了算法在复杂环境中的泛化能力。在四个实验中，DE-

MADDPG 的成功率比 MADDPG 高 3%、5%、5%和 6%，成功率比 DDPG 高 9%、10%、12%和

14%。结果表明，随着组装难度的增加，所提出的 DE-MADDPG方法的精度优势变得更

加显着。此外，DE-MADDPG在所有四个实验中的平均组装时间都低于其他两种方法。 

6. 总结 

本文解决了轴孔结构的复杂装配问题，重点介绍了以川崎 BA006N 机械臂为主

要控制实体的方形轴孔装配。研究包括对组装任务的分析、机械臂的运动学、多智

能体深度强化学习框架的设计以及多智能体奖励函数的制定。仿真和实际实验均用

于验证和测试。研究的主要发现如下：（1）DE-MADDPG算法的奖励函数是针对汇编

任务过程量身定制的，由全局奖励函数和局部奖励函数组成。全局奖励函数包括主

奖励函数、冲突惩罚函数和进程惩罚函数。局部奖励分为位置奖励函数（用欧几里

德距离表示）和方向奖励函数（用四元数表示）。（2）集成 Gazebo 和 Moveit的联

合仿真装配平台！是在 ROS 中开发的。该平台用于使用 DE-MADDPG 算法模拟圆形和

方形轴孔的组装。仿真结果表明，将机械臂的前三个关节和后三个关节划分为多个

智能体可以提高适应性。（3）基于仿真结果，川崎 BA006N机械臂配备了力/扭矩传

感器来检测碰撞，并构建了方轴孔实验训练台。训练结果显示收敛性与 DE-MADDPG仿

真结果一致。 

尽管在开发基于 DE-MADDPG算法的轴孔组装策略方面取得了进展，但仍存在一
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些局限性和需要改进的领域，可以在未来的研究中进一步探索：（1）在真实环境中

训练机械臂的成本很高。未来的研究可以探索使用迁移学习或元学习来利用模拟训

练的模型，从而提高训练效率。（2）目前的研究主要集中在方轴孔的组装上。未来

的实验可以验证和比较不同形状和大小的轴孔的组装。此外，测试阶段仅包括固定

角度的验证。从不同角度进行组装实验可能有助于评估模型的泛化能力。（3）进一

步优化奖励函数和装配任务可以增强系统在不同装配环境中的适应性，提高装配成

功率。 
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